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Teza de doctorat este structurată în şase capitole şi bibliografie.


Capitolul  1 – Introduction (Introducere) - este construit în jurul motivaţiei care a determinat pornirea activităţilor de cercetare şi întocmirea prezentei teze de doctorat şi prezintă contextul general în care se situează tema aleasă şi actualitatea acesteia, scopul cercetării şi structura tezei de doctorat (subcapitolele: Motivation (Motivaţia), Thesis Outline (Organizarea tezei de doctorat)).


Capitolul 2 – Wavelet Transforms (Transformări de tip wavelet) -  reprezintă o privire generală asupra acestui tip de transformări, începând cu definirea lor şi prezentarea evoluţiei în timp şi continuând cu aspecte teoretice legate de acest tip de transformări, conceptul de analiză multirezoluţie, extensii ale transformării wavelet discrete (de ex. cazul bidimensional, transformarea nedecimată, transformarea cu pachete şamd), aplicaţii ale acestei transformări şi concluzionând cu limitările acesteia (transformare sensibilă la translaţii, având o selectivitate direcţională redusă în cazul semnalelor bidimensionale). În cazul transformării bidimensionale, aceste limitări sunt echivalente cu introducerea de noi distorsiuni în imaginea prelucrată, de unde necesitatea combaterii lor.

Capitolul 3 – Complex Wavelet Transforms (Transformări de tip wavelet complexe) – constituie o continuare a capitolului precedent, prin introducerea transformărilor de tip wavelet complexe. Transformarile de acest tip au fost introduse pentru a combate limitarile transformărilor reale, menţinând un nivel acceptabil de redundanţă (de 2:1 în cazul unidimensional, respectiv 4:1 în cel bi-dimensional). Câteva metode de a obţine o transformare complexă implică fie proiectarea semnalului într-un spaţiu complex fie implementarea cu arbore dublu propusă de prof. Nick Kingsbury. Aceasta din urmă presupune aplicarea a doi arbori, fiecare implementând o transformare wavelet discretâ, undişoarele mamă corespunzătoare celui de-al doilea arbore fiind aproximativ transformarea Hilbert a undişoarelor mamă corespunzatoare primului arbore. Coeficienţii rezultaţi sunt complecşi, partea reală fiind reprezentată de coeficienţii de la primul arbore, iar partea imaginară fiind dată de coeficienţii descompunerii cu cel de-al doilea arbore. Având în vedere faptul că filtrele din componenţa celui de-al doilea arbore pot fi doar aproximate şi aceasta transformare foloseşte un număr limitat de undişoare mamă, am propus reducerea la intrare a transformării Hilbert şi aplicarea transformării wavelet semnalului analitic asociat semnalului de intrare. Această transformare poartă denumirea de transformare Wavelet Discretă Analitică. Astfel obţinem o transformare complexă, ce poate fi implementată prin doi arbori, identici de aceasta dată, de tip transformare wavelet discretă, putând profita de toată gama de funcţii wavelet utilizate de transformarea wavelet discretă clasică. Pentru a studia sensibilitatea la translaţii a acestei transformări am realizat atât un studiu subiectiv (analiza vizuală a coeficienţilor mai multor semnale translatate) cât şi unul cantitativ, introducând în acest sens o măsura a sensibilităţii, numită „grad de invarianţă la translaţii” şi măsurând această valoare pentru diferite cazuri. Pentru a generaliza această transformare în cazul bi-dimensional, am considerat semnalul hipercomplex asociat semnalului de intrare, rezultând Transformarea Wavelet Hiperanalitică ca fiind echivalentă cu transformarea wavelet discreta bi-diemnsioanală aplicată semnalului hipercomplex. Astfel, în implementare se folosesc 4 transformări wavelet discrete bidimensionale, prima aplicată semnalului original, cea de-a doua fiind aplicată transformării Hilbert pe liniii a semnalului original, a treia aplicată transformării Hilbert pe coloane a semnalului original iar ultima aplicată transformării Hilbert pe coloane a transformării Hilbert pe linii a semnalului original. Pentru a creşte şi mai mult selectivitatea direcţională se pot face operaţii simple între coeficienţii diferiţilor arbori. 

Capitolul 4 – Denoising (Înlăturarea zgomotului) – este o prezentare amplă a acestui procedeu. Primul subcapitol este dedicat unei introduceri în acest concept şi prezintă diverşi algoritmi întâlniţi în literatură. Cel de-al doilea subcapitol vizează metodele neparametrice (de tip Soft-Thresholding, Hard-Thresholding) de filtrare iar cel de-al treilea se concentrează pe metodele parametrice de filtrare. Este prezentată abordarea bayesiană atât în domeniul spaţial cât şi în domeniul coeficienţilor wavelet şi se continuă cu câteva cazuri particulare de filtre. Astfel, în cazul în care atât densitatea de probabilitate a zgomotului cât şi densitatea de probabilitate a semnalul util sunt considerate gaussiene, obţinem filtrul Wiener de ordinul zero. Dacă densitatea de probabilitate a semnaluilui util este considerată laplaciană şi densitatea de probabilitate a zgomotului este cosniderată gaussiană obţinem filtrul adaptiv de tip soft-thresholding. Aceste filtre pot fi aplicate atât în domeniul spaţial (direct pe imaginea afectată de zgomot) cât şi în domeniul transformării wavelet, asupra coeficienţilor. Rezultatele obţinute în urma aplicării lor în domeniul coeficienţilor transformării wavelet sunt mult mai bune decât în domeniul spaţial, cele mai bune rezultate fiind în cazul aplicării acestora în domeniul transformării wavelet hiperanalitice, susţinând însemnătatea invarianţei la translaţii şi a unei selectivităţi direcţionale îmbunătăţite în cazul aplicaţiilor de denoising. Parametrii filtrelor parametrice se pot estima atât global (în toată subbanda considerată) cât şi local (în cadrul unei ferestre de analiză). În simulări s-au considerat toate aceste cazuri, iar la estimarea locală s-au folosit atât ferestre dreptunghiulare cât şi ferestre eliptice, orientate pe direcţia preferenţială a coeficienţilor dintr-o anumita subbandă. O alta problemă considerată a fost dependenţa interscală a coeficienţilor transformării wavelet. Astfel, daca se ţine cont de această dependenţă, şi se consideră coeficienţii de pe două niveluri de descompunere consecutive, putem modela densitatea de probabilitate a coeficienţilor de zgomot ca fiind de tip gaussian de două variabile şi cea a coeficienţilor sennalului util ca fiind de tip laplacian de două variabile, obtinând astfel filtrul numit bishrink. Am calculat sensibilitatea acestui filtru cu varianţa locală a coeficienţilor semnalului util şi am constatat că aceasta este invers proporţională cu varianţa, şi anume perfomanţele acestui filtru sunt mai scăzute în cazul în care această varianţă este mică, adică în zonele omogene. Pentru a combate acest neajuns am propus o schemă de sinteză care ţine cont de varianţa locală a semnalului, îmbunatăţind astfel rezultatele filtrului. Tot în acest capitol sunt prezentate şi rezultatele numeroaselor simulări efectuate pe imagini afectate de zgomot aditiv, în diferite cazuri, considerând ca şi criterii obiective raportul PSNR  şi eroarea de contur.

Capitolul 5 – Speckle Reduction (Înlăturarea zgomotului de tip speckle) – O atenţie specială trebuie acordată imaginilor de tip SAR (Synthetic Aperture RADAR) care sunt afectate de un anumit tip de zgomot, numit speckle, rezultat din interferenţa undelor reflectate şi care este modelat ca un zgomot de tip multiplicativ. Acest zgomot multiplicativ poate fi transformat în zgomot de tip aditiv prin două metode: fie aplicând logaritmul imaginii originale, transformare de tip omomorfic, fie prin adunări repetate, obţinând un zgomot aditiv dependent de semnal. În continuare am prezentat mai multe metode considerate clasice în cazul imaginilor SAR, presupunând aplicarea în domeniul spaţial al diferitelor filtre, urmând ca apoi să consider metodele ce presupun filtrarea în domeniul transfomării wavelet. Aceste metode le-am separat în funcţie de transformarea utilizată: transformarea wavelet discretă, transformarea wavelet discretă nedecimată, transformarea wavelet complexă cu arbore dublu şi, în final, transformarea introdusă în capitolul 3, şi anume transformarea wavelet hiperanalitică. Rezultatele obţinute în acest caz au fost similare sau superioare celor din literatură.
 
Capitolul 6  este cel în care sunt prezentate ontribuţiile proprii şi eventuale direcţii viitoare de cercetare. Astfel,  în aceasta teză am propus: 

1. O nouă transformare wavelet uni-dimensională, numită transformarea Wavelet Discretă Analitică (TWDA), introdusă pentru a combate sensibilitatea la translaţii a transformării wavelet discrete. Această transformare este complexă, coeficienţii având ca şi parte reală rezultatul primului arbore şi parte imaginară rezultatul celui de-al doilea arbore.
2. O noua transformare wavelet inversă, calculată prin aplicarea a doi arbori de inversare a transformării wavelet discrete, unul aplicat părţii reale a coeficienţilor, celălalt aplicat părţii imaginare, rezultatul fiind dat de media artimetică a semnalului de la ieşirea primului arbore şi transformarea Hilbert inversă a semnalului de la ieşirea celui de-al doilea arbore.

3. Cvasi invarianţa la translaţii a TWDA a fost măsurată prin simulări atât vizual cât şi prin valorile unei măsuri nou-introduse, şi anume gradul de invarianţă la translaţii.

4. Avantajul utilizării TWDA în locul bine-cunoscutei transformări wavelet complexe cu arbore dublu constă în posibilitatea de a alege undişoara mamă dintr-o gamă largă de undişoare, asociate cu transformarea wavelet discretă clasică.

5. O nouă transformare wavelet bidimensională, numită transformarea wavelet hiperanalitică (TWH), reprezentând generalizarea TWDA în spaţiul 2D. Pe lângă cvasi invarianţa la translaţii pe care aceasta o moşteneşte de la TWDA, mai are şi o bună selectivitate directională, fiind capabilă să separe diferitele unghiuri de orientare.
6. Asocierea TWH cu filtrul Wiener de ordinul zero în aplicaţii de reducere a zgomotului.

7. Asocierea TWH cu filtrul de tip soft-thresholding adaptiv, asociere care are performanţe mai bune decat cea precedentă în cazul valorilor mici ale SNR-ului.
8. Am ţinut cont de dependenţa inter-scală a coeficienţilor wavelet şi am asociat transformarea TWH cu filtrul bishrink.

9. Am ţinut cont de punctele slabe ale acestui filtru şi am propus o metodă de diversificare pentru a îmbunătăţii performanţele denoising-ului.

10.  Pentru reducerea zgomotului de tip speckle am folosit schema de filtrare de tip omomorfic, înlocuind nucleul de înlaturare a zgomotului de tip aditiv cu algoritmi ce asociau TWH – filtru soft-thresholding de tip adaptiv şi TWH – filtru bishrink, obţinând rezultate comparabile cu cele din literatură.
