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Procesare de informatie utilizand o arhitectura

„Liquid State Machine” cu neuroni „spiking”

Titlu original engleza:

„Information Processing using Liquid State Machines 

based on Spiking Neurons”
Primul capitol este introductiv si este structurat in trei parti. Prima parte prezinta motivatia cercetarii, actualitatea temei precum si asteptarile din partea domeniului abordat. A doua parte trece in revista mai multe realizari recente (state of the art) care evidentiaza utilitatea si potentialul arhitecturii Liquid State Machine si a retelelor neuronale spiking in numeroase aplicatii de procesare de informatie. Suplimentar, sectiunea adreseaza si cateva metode moderne de implementare a retelelor neuronale „spiking” pe arhitecturi de calcul multiprocesor. Capitolul se incheie cu o prezentare pe scurt a continutului tezei.  


Capitolul 2 contine doua parti importante care trateaza urmatoarele aspecte: elemente si metode de modelare matematica pentru retele neuronale “spiking” respectiv metode de codare a infomatiei in impulsuri.  Deoarece retelele spiking sunt bio-inspirate capitolul incepe prin a prezenta structura sinapselor si a celulei neuronului biologic. Spre deosebire de modelele anterioare dedicate retelelor neuronale, unde atat neuronii cat si sinapsele erau elemente statice, retelele spiking sunt formate din neuroni si sinapse ce au o functionare dinamica. Astfel, modelarea necesita utilizarea de ecuatii diferentiale in detrimentul simplelor functii de activare. 


Este prezentata functionarea sinapsei biologice. Comportamentul dinamic al acesteia este dat de regimurile tranzitorii in care sinapsa recupereaza neurotransmitatorii pierdutii in urma activitatii neuronale trecute. Sunt evidentiate 3 caracteristici importante in functionarea sinapsei neuronale. Prima caracteristica este functionarea in regim saracit care apare atunci cand frecventa impulsurilor pre-sinaptice este mare si nu exista suficient timp pentru recuperarea integrala a neurotransmitatorilor pierduti. Acest fenomen este echivalent cu scaderea dinamica a factorului de transfer al sinapsei (ponderea sinapsei in cazul modelelor clasice). A doua caracterisitca este functionarea in regim favorizat care apare atunci cand frecventa ridicata a impulsurilor pre-sinaptice produce o concentratie ridicata a ionilor de calciu in zona de la intrarea sinapsei si astfel un procent mai mare de neurostransmitatori (din cei disponibili) este eliberat. Efectele functionarii in regim saracit sau favorizat sunt contrare, ele insa nu se anuleaza reciproc deoarece intervin cu intensitate diferita si au constante de timp diferite dand nastere la o paleta de regimuri dinamice extrem de larga.  Cea de-a treia caracteristica prezentata este intarzierea sinaptica. Aceasta modeleaza timpul echivalent necesar pentru cresterea potentialului membranei post-sinaptice ca raspuns la eliberarea neurotransmitatorilor. In urma unei prezentari complete a sinapsei biologice doctorandul concluzioneaza cu determinarea unui model matematic ce permite calcului functiei de transfer pentru sinapsa. Functia de transfer se modifica dinamic si este dependenta de doua variabile de stare care se pot calcula recursiv de la o interatie la alta.   


Este prezentata apoi functionarea celulei neuronale. Neuronul este modelat simplu prin intermediul unei capacitatii care se incarca datorita curentului sinaptic. Complexitatea functionarii modelului se datoreaza canalelor de ioni cu conductanta variabila. Acestea se modifica dinamic in functie de potentialul membranei (pe condensator) si conduce la aparitia unor curenti de ioni care se adauga curentului sinaptic. Combinarea celor doua modele, sinapsa si celula neuronala, conduce la un model complet pentru neuronul spiking. 


Este de remarcat faptul ca toate aspectele teoretice prezentate in legatura cu functionarea neuronul biologic conduc sistematic catre alegerea a 4 modele de neuron spiking utile pentru implementarea practica ulterioara. Existenta a mai multor modele pentru neuronul spiking se datoreaza naturii parametrice a modelului general. Sunt alese 4 dintre aceste modele atat datorita unor aspecte specifice procesarii de informatie cat si din considerente de implementare (timpi de simulare etc).


Partea a doua a capitolului prezinta cateva tehnici de codare a informatiei in impulsuri: codarea in frecventa, codarea prin secvente spatio-temporale si implementarea de memorii adresabile prin continut.  Intr-o maniera originala este evaluata performanta de recunoastere a secventelor spatio-temporale a unei memorii adresabile prin continut. 


Capitolul 3 prezinta numeroase unelte software dezvoltate de doctorand in mediul MATLAB. Acestea sunt utile la simularea retelelor neuronale spiking si la analiza respectiv afisarea rezultatelor. Modelul retelei neuronale este organizat pe obiecte prezentate dupa cum urmeaza: network object, layer object, neuron object si activity object. Pentru modelarea si simularea retelei neuronale, a carei neuroni functioneaza in paralel, este necesara organizarea arhitecturii sub forma unei masini de stari, cu registru de stare. In continuare, capitolul prezinta cateva functii de afisare utile la vizualizarea activitatii neuronale prin: forme de unda asociate potentialului membranei sau iesirii neuronulor, imagini ce contin frecventa medie a trenurilor de impulsuri generate, imagini ce afiseaza nivelulul de sincronizare intre neuronii vecini prin calcularea diferentei de faza intre acestia.


A doua parte a capitolului prezinta o implementare paralela a simulatorului MATLAB. Acesta ruleaza pe mai multe calculatoare care comunica intre ele prin intermediul unei retele. Este constatata reducerea timpului de simulare si potentialul oferit de o implementare paralela. Totusi, datorita timpilor mari de comunicare intre unitatile de calcul solutia este considerata nesatisfacatoare urmand ca in capitolul 4 sa fie cautata o implementare paralela alternativa. 


Capitolul 4 prezinta implementarea modelului pentru reteua neuronala spiking pe un procesor grafic GPU NVIDIA. Prin aceasta metoda inovativa se reuseste accelerarea semnificativa a simularii si se face mult mai accesibila modelarea retelelor de mari dimensiuni. In partea introductiva a capitolului este motivata alegerea procesorului grafic ca platforma de implementare prin mentionarea caracteristicilor principale ce il diferentiaza de alte procesoare. Acesta are o putere de calcul extraordinara atunci cand aplicatia este puternic paralelizabila iar operatiile de calcul predomina in raport cu operatiile de acces la memorie, caracteristica pe care reteaua neuronala spiking o poseda. Capitolul continua prin reorganizarea modelului MATLAB si implementarea acestuia in mediul de programare C++/CUDA C. Este proiectata clasa parinte BasicObject ca fiind punctul de pornire pentru toate clasele din proiect. Aceata este inzestrata cu tabele de pointeri si metode (functii) necesare pentru ca un obiect CUDA sa fie transferat complet si corect din memoria computerului gazda in memoria GPU. 

Sunt prezentate doua variante de implementare a algoritmului care gestioneaza functionarea obiectului DelayLine (linie de intraziere sinaptica). In urma unui studiu statistic se estimeaza numarul mediu de accese la memorie specific fiecarei variante de implementare si alege varianta cu un trafic de date mai mic. 

Prima parte a capitolului concluzioneaza cu realizarea unui benchmark care compara timpul de simulare a modelului GPU cu modelul MATLAB. Se constata o reducere a timpului de simulare de pana la 100 de ori in cazul retelelor neuronale medii (1000 neuroni) si pana la 150 de ori in cazul retelelor neuronale mari (5000 neuroni). Performanta ridicata observata in cazul retelelor mari este un efect direct al faptului ca retelele mari au un grad de paralelism ridicat care poate fi mai bine exploatat de resursele procesorului grafic.  

In a doua parte a capitolului 4 sunt aduse imbunatatiri suplimentare la modelul implementat pe GPU. Prima imbunatatire este minimizarea numarul de instructii de salt pentru a miscora probabilitatea ca threadurile aflate in executie simulatana sa aiba cai de executie diferita. Acesta masura previne segmentarea „warpurilor” si serializarea executiei imbunatatind astfel viteza de simulare. A doua imbunatatire este comasarea tuturor „kernelurilor” intr-unul singur. Astfel, se elimina timpul in exces necesar lansarii in executie a fiecarui kernel in parte (aprox. 3us/kernel sau 12us/timestep de simulare). Este rezolvata problema sincronizarii threadurilor propunand o metoda de sincronizare in 4 pasi. In cadrul acesteia este folosita atat o bariera de sincronizare hardware dar si o bariera software ce utilizeaza contoare incrementate atomic in memoria globala. A treia imbunatatire este implementarea obiectului DelayLine in memoria shared a procesorului grafic, fapt ce mareste substantial viteza de acces la date. Implementarea doar a acestui obiect in memoria shared si nu a intregului model se datoreaza capacitatii limitate a acestui tip de memorie. Deasemenea, este efectuat un studiu statistic care arata ca obiectul DelayLine genereaza cele mai multe accesari la memorie si deci este candidatul potrivit pentru implementare in memoria shared. A patra imbunatatire este reducerea timpului necesar pentru transferul rezultatelor simularii inapoi la computerul host. Acest lucru este posibil prin exploatarea unor mecanisme hardware ce permit suprapunerea calculelor cu transferul rezultatelor partiale. In finalul capitolului este prezentat un benchmark comparativ intre performanta modelului C++/CUDA C imbunatatit si modelele C++ respectiv MATLAB.

Capitolul 5 prezinta o arhitectura de calcul Liquid State Machine care utilizeaza retele neuronale spiking si poate fi implemetata pe procesorul grafic. Arhitectura este generica si poate fi utilizata intr-o multitudine de aplicatii de procesare de informatie. Sunt prezentate atat structura arhitecturii precum si doua variante de antrenament pentru unitatiile de iesire „readout units”. In cazul algoritmului de antrenament p-Delta sunt aduse trei contributii care maresc rata de convergenta si viteza de convergenta. Prima contributie este utilizarea unei rate de invatare adaptive care asigura o mai buna stabilitate dar si o viteza de invatare sporita. A doua contributie este utilizarea unei competitii „not-greedy” (cu constiinta) pentru desemnarea neuronului castigator asociat fiecarei interatii de antrenament. Acest mecanism impiedica aparitia situatiei in care un singur neuron castiga in mod exclusiv competitia si previne blocarea algoritmului. A treia contributie este utilizarea unui mecanism pentru adaptarea dinamica a marginii de zgomot pe care algoritmul incearca sa o atinga. Metoda ofera stabilitate antrenamentului si elimina necesitatea de a pre-procesa datele de intrare in scopul determinarii analitice a marginii de zgomot. 

Capitolul 6 prezinta o aplicatie care utilizeaza o arhitectura Liquid State Machine cu retele neuronale spiking pentru a estima valoarea coeficientilor Gabor. Coeficientii sunt utili in aplicatii de recunoastere faciala si sunt extrasi din imagine in jurul unor puncte cheie. Se prezinta 2 variante de tratare a semnnlelor de intrare. In prima varianta, intreaga imagine care se doreste a fi filtrata este furnizata retelei Liquid State Machine ca semnal de intrare (semnal denumit Static). Un prim dezavantaj este dimensionalitatea mare a semnalului. Astfel, un numar mare de neuroni din retea vor fi stimulati in mod direct de semnalul de intrare si nu vor putea participa in mod constructiv la activitatea neuronala de procesare. Al doilea dezavantaj este natura statica a semnalului de intrare care nu este in concordanta cu functionarea dinamica a retelei Liquid State Machine.

In a doua varianta, imaginea de intrare este multiplexata in timp dea lungul randurilor sau dea lungul coloanelor (semnal denumit DynamicX sau DynamicY). Astfel dimensiunea semnalului de intrare este redusa la numarul de randuri/coloane din imagine. Deasemnea, semnalul devine dinamic, fapt care poate imbunatati calitatea activitatii neuronale de procesare. Circuitul de multiplexare in timp este deasemnea implementat cu retele neuronale spiking.

A doua parte a capitolului analizeaza acuratetea de aproximare a retelei LSM pentru coeficientii Gabor precum si timpii necesarii atingerii acuratetii maxime.  Deasemena, este realizata o optimizare genetica a parametrilor retelei LSM pentru imbunatatirea performatelor. In urma analizei facute sunt concluzionate urmatoarele: unitatile de iesire „readout” implementate cu o retea feedforward MLFF au o acuratete de aproximare mai buna (cu aprox 3%) decat unitatile de iesire implementate cu un perceptron paralel. Cu toate acestea, perceptronul paralel are avantajul unui algoritm de antrenament mult mai relaxat din punct de vedere complexitatii calculelor si al resurselor hardware necesare. Astftel, in unele aplicatii, aproximarea putin mai scazuta a perceptronului paralel, poate si un compromis de considerat. In cazul unitatilor de iesire MLFF au fost testate toate tipurile de semnale: Static, DynamicX si DynamicY. Semnalele dinamice conduc spre rezultate mai bune decat semnalele statice acuratetea de aproximare fiind de aprox. 6.5% fata de 8%. In cazul in care reteaua LSM este optimizata pentru a obtine o viteza de aproximare mai buna, eroarea de aproximare creste de la 6.5% la 9% pentru semnalele dinamice si de la 8% la 13% pentru semnalele statice in timp ce timpul de aproximare scade de la 1.1s la 0.9s. Marimele prezentate mai sus sunt marimi medii. 
Ultimul capitol realizeaza o sinteza a rezultatelor obtinute si prezinta principalele concluzii impreuna cu directiile de cercetare viitoare. Principalele contributii aduse de teza sunt enumerate mai jos:
Contributii Practice:
1. S-a implementat in MATLAB un mediu de simulare dedicat retelelor neuronale spiking. Se pot simula retele ai caror neuroni sunt dispusi dupa o topologie tridimensionala. Modelul matematic utilizat pentru simularea neuronilor poate fi unul dintre urmatoarele: integrate and fire (I&F), integrate and fire with burst (I&FB), integrate and fire with adaptation (I&FA), resonate and fire (R&F). Pentru simularea sinapselor se poate alege un model dinamic sau un model static.

2. S-au implementat unelte software utile la:

· Crearea/proiectarea retelei neuronale, generarea parametrilor pentru sinapse
· Crearea/proiectarea unei arhitecturi de calcul “Liquid State Machine”, ce utilizeaza retele neuronale spiking
· Investigarea structurii interne a unei retele neuronale si a conectivitatii acesteia.
· Afisarea activitatii neuronale ai a functiei de separare pentru retelele de tip Liquid State Machine
· Afisarea formelor de unda pentru potentialul intern al membranei fiecarui neuron precum si pentru iesirea acestuia
· Afisarea sub forma de imagine a activitatii neuronale pentru retele neuronale de dimensiune mare prin afisarea frecventei medii a trenurilor de impulsuri
· Afisarea sub forma de imagine a nivelului de sincronizare intre neuronii vecinii din interiorul unei retele neuronale.

3. Implementarea in MATLAB a unui simulator paralel pentru retele neuronale spiking. Simularea se realizeaza distribuit intr-o retea de calculatoare si este sincronizata de un calculator master.

4. Implementarea unui simulator paralel pentru retele neuronale spiking care ruleaza pe un procesor grafic NVIDIA GT9800. Programul este scris in limbajul CUDA C, extesie adusa de NVIDIA la Visual C++. Noul simulator este de pana la 150 mai rapid decat simulatorul original dezvoltat in MATLAB. Reducerea timpilor de simulare face posibila simularea iterativa, necesara in cadrul algoritmilor de optimizare.

5. Este proiectata si implementata clasa de baza BasicObject. Clasa faciliteaza transferul usor a obiectelor din memoria computerului gazda in memoria procesorului grafic. Atunci cand un obiect contine vectori interni de date sau de sub-obiecte transferul nu se poate realiza prin simpla utilizarea a functiilor de transfer furnizate de CUDA C. Clasa BasicObject contine tabele de pointeri si metode (functii) necesare pentru transferul corect si complet al obiectelor indiferent de modul intern de organizare a acestora si de ierarhia de clase. Clasa BasicObject poate fi utilizata ca si clasa parinte si deci punct de plecare pentru orice clasa dintr-un proiect CUDA.

Simulatorului paralel implmentat pe GPU i-au fost aduse urmatoarele imbunatatiri:
6. A fost minimizat numarul de instructii de transfer al controlului prin re-proiectarea codului. Astfel, se evita situatia in care thredurile sa aiba o cale de executie divergenta si se previne serializarea executiei de catre hardware (arhitectura SIMT; single instruction/ multiple threads).

7. Au fost comasate “kernelurile” din cadrul simularii. Numarul redus de “kerneluri” elimina timpul rezidual necesar lansarii in executie a fiecarui “kernel” in parte. Comasarea “kernelurilor” a fost posibila doar dupa ce simulatorul a fost modifcat astfel incat sa necesite mai putine bariere de sincronizare intre threaduri.

8. Utilizarea memoriei “shared” pentru implementarea obiectelor DelayLine. Acest fapt reduce substantial timpul de acces la date. Memoria “shared” poate fi la fel de rapida ca si un registru daca in cadrul operatiei de acces la memorie nu au loc conflicte de banc. In acest sens, obiectul DelayLine a fost reproiectat astfel incat sa fie minimizat numarul de conflicte de banc. 

9. A fost redus timpul necesar transferului rezultatelor de la GPU la computerul gazda prin  suprapunerea simularii cu transferul rezultatelor deja obtinute. In acest scop simularea a fost segmentata. Se studiaza gradul de segmentare optim.

10. S-a realizat un studiu statistic pentru determinarea unui tipar de acces la memorie. Concluziile arata ca utilizarea memoriei “Constant” si “Texture”, in scopul stocarii unor parametrii ai retelei neuronale, nu este eficienta deoarece cache-ul cu care aceste memorii sunt echipate ar avea o rata de “hit” foarte scazuta.
11. A fost implementata o interfata de comunicatie intre MATLAB si simulatorul compilat in CUDA C. 

12. S-a implementat un multiplexor (in timp) de semnal hardware care utilizeaza neuroni spiking de tip: I&F, I&FB si R&F.
Contributii teoretice:
13. S-au adus 3 imbunatatiri la algoritmul de invatare p-Delta, util antrenamentului unui perceptron paralel. Imbunatatirile conduc spre o rata de convergenta si viteza de convergenta mai ridicata, precum si o stabilitate crescuta a algoritmului. Imbunatatirile sunt:

· Rata de invatare adaptiva
· Introducerea unui mecanism de “constiinta” in cadrul competitiei dintre neuroni. Astfel se previne situatia in care un neuron castiga in mod exclusiv competitia datorita unor particularitati ale datelor de intrare
· S-a introdus un mecanism de adaptare a marginii de zgomot tinta si a ratei de antrenament pentru marirea marginii de zgomot. Este introdusa o componenta derivativa (de tip “moment”) pentru a micsora sensibilitatea algoritmului la zgomot. 

14. Este definita o modalitate in 4 pasi de sincronizare a tuturor threadurilor dintr-un GPU. Metoda este aplicabila indiferent de modul de configurare block/thread al aplicatiei si este extrem de utila in cadrul operatiei de comasare a “kernelurilor”.

15. A fost realizat un studiu analitic si experimental in legatura cu abilitatea unui neuron I&F sa implementeze un detector de context si o memorie adresabila prin continut. S-a determinat influenta pe care o are marimea contextului asupra abilitatii memoriei adresabile prin continut sa reconstruiasca complet o secventa sa impulsuri.

16. S-a analizat nivelul de paralelism al unui model pentru reteaua neuronala spiking. Concluziile acestei analize au avut drept finalitate paralelizarea simulatorului pe procesorul grafic.

17. S-a utilizat cu succes o arhitectura de tip Liquid State Machine, cu neuroni spiking, in scopul filtrarii si extragerii de coeficienti Gabor din imagini.

Contributii generale:
18. A fost studiata literatura in scopul determiarii principalelor caracteristici din functionarea dinamica a neuronilor biologici. In urma studiului au fost alese 4 modele simplificate utile in simulare: I&F, I&FB, I&FA si R&A. Se considera ca modelele alese reprezinta un bun compromis intre complexitatea modelului si timpul necesar simularii. Studiul deasemenea determina un model dinamic recursiv util pentru simularea sinapselor.  

